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Abstract. Hopfield networks are known for their ability to store
and recall patterns. Recently, there has been interest in new types
of activation functions and how they can be used in these networks.
This paper looks at how chaotic activation functions can be used in
Hopfield networks and what effects they have on how the networks
work.
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Анотацiя. Мережi Хопфiлда, вiдомi своїми можливостями асо-
цiативної пам’ятi, активно вивчалися з моменту їх створення.
Новiтнi досягнення в функцiях активацiї викликали iнтерес до
вивчення їх застосовностi в рамках цих мереж. У цiй статтi до-
слiджується використання функцiй хаотичної активацiї в мережi
Хопфiлда та їх вплив на динамiку та продуктивнiсть мережi.
Ключовi слова: Мережа Хопфiлда, функцiя активацiї, хаоти-
чнi нейроннi мережi, рак молочної залози.

Вступ

В глибинному навчаннi, функцiї активацiї вiдiграють ключову роль у пе-
редачi сигналiв мiж шарами нейронiв. Хоча функцiї, такi як сигмоїди або
гiперболiчнi тангенси, були популярнi ранiше, останнi дослiдження пiдкре-
слюють переваги використання функцiй активацiї, якi базуються на хао-
сi [1]. Функцiї, якi використовують хаос виявляють властивостi, якi спри-
яють швидшiй та бiльш ефективнiй збiжностi пiд час навчання нейронних
мереж. Вони дозволяють збiльшити область пошуку оптимальних пара-
метрiв моделi, сприяючи зменшенню проблеми застрягання в локальних
мiнiмумах та забезпечуючи бiльш стабiльний процес навчання [2,3].
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Це може призвести до покращення якостi прогнозування та зменшення
часу, необхiдного для навчання глибинних моделей. Бiльше того, викори-
стання хаосу у функцiях активацiї може допомогти розв’язати проблему
вiдтворюваностi навчання, оскiльки цi функцiї демонструють меншу чу-
тливiсть до початкових умов [4]. Однак, необхiдно враховувати, що ви-
користання функцiй активацiї на основi хаосу може потребувати бiльш
складних методiв оптимiзацiї та збiльшувати вимоги до обчислювальних
ресурсiв.

Однiєю з математичних моделей теорiї нейронних мереж є модель Хо-
пфiлда. Нейронна мережа Хопфiлда — це тип рекурентної, повнозв’язної,
штучної нейронної мережi з симетричною матрицею зв’язкiв. У процесi
роботи динамiка таких мереж збiгається (конвергує) до одного з положень
рiвноваги. Цi положення рiвноваги є локальними мiнiмумами функцiоналу,
що називається енергiя мережi (у найпростiшому випадку — локальними
мiнiмумами негативно визначеної квадратичної форми на n-вимiрному ку-
бi). Така мережа може бути використана як автоасоцiативна пам’ять, як
фiльтр, а також для розв’язання деяких завдань оптимiзацiї. На вiдмiну
вiд багатьох нейронних мереж, що працюють до отримання вiдповiдi через
певну кiлькiсть тактiв, мережi Хопфiлда працюють до досягнення рiвнова-
ги, коли наступний стан мережi дорiвнює попередньому. Ця модель описує
процес навчання та подальшого розпiзнавання образiв.

У моделях Хопфiлда активацiйнi функцiї використовуються для моде-
лювання поведiнки нейронiв у мозку. Хоча зазвичай використовуються лi-
нiйнi або сигмоїдальнi функцiї активацiї, деякi дослiдження демонструють,
що застосування хаотичних функцiй активацiї може призвести до цiкавих
результатiв [5]. Наприклад, хаотичнi функцiї можуть додати стохастичний
елемент до процесу вирiшення задач, що може бути корисним для деяких
класiв задач, таких як оптимiзацiя або розпiзнавання образiв, де рiзнома-
нiття та динамiка має важливе значення [6].

Використання хаотичних функцiй активацiї також може полiпшити ро-
боту моделей Хопфiлда у вирiшеннi проблем з великим числом локальних
мiнiмумiв. Хаотичнi функцiї можуть допомогти у знаходженнi глобальних
оптимумiв через їхню складнiшу та випадкову природу [7]. Але викори-
стання хаотичних функцiй активацiї також може ускладнити навчання та
збiльшити обчислювальнi витрати, оскiльки вони вимагають бiльш скла-
дних методiв оптимiзацiї та обробки.

Додатковою перевагою використання хаотичних функцiй активацiї у мо-
делях Хопфiлда є їхня здатнiсть до створення бiльш складних динамiчних
залежностей мiж нейронами. Це може призвести до покращення здатностi
мережi до адаптацiї до змiн у вхiдних даних або до рiзних умов навколи-
шнього середовища. Такi хаотичнi залежностi можуть допомогти моделi
вiдтворювати складнi динамiчнi процеси, такi як пам’ять або навчання зi
змiщенням [8,9].

Важливо враховувати, що використання хаотичних функцiй активацiї
потребує додаткового уважного налаштування параметрiв моделi та пiдбо-
ру пiдходящих методiв навчання. Невiрне налаштування може призвести
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до непередбачуваної поведiнки мережi або до збоїв у процесi навчання. Та-
кож слiд враховувати, що хаотичнi функцiї активацiї можуть бути менш
ефективними в задачах, де потрiбна висока точнiсть або стабiльнiсть, так
як їхня природа може призвести до бiльшої варiативностi результатiв.

Необхiднiсть глибшого дослiдження використання хаотичних функцiй
активацiї в мережах Хопфiлда набуває все бiльшої актуальностi у зв’язку зi
зростанням iнтересу до нейромереж та їх потенцiйних застосувань у скла-
дних задачах обробки iнформацiї.

Хоча деякi дослiдження вже показали перспективнiсть такого пiдходу,
iснує недостатнє розкриття цiєї теми в науковiй лiтературi. Важливо про-
вести бiльш глибокi експериментальнi та теоретичнi дослiдження з метою
вивчення потенцiйних переваг та обмежень використання хаотичних фун-
кцiй активацiї в мережах Хопфiлда [10,11].

Розумiння динамiки таких мереж з хаотичними функцiями активацiї мо-
же привести до важливих вiдкриттiв у сферах зберiгання та вiдновлення
iнформацiї, а також у роботi з великими наборами даних.

1. Хаос у моделях Хопфiлда

Позначимо змiнною x(t) активнiсть нейрона у момент часу t. Стан x(f) =
1 вiдповiдає стану «збудження», а стан x(t) = −1 — стану «гальмування».

Нехай h(t) — зовнiшнiй вплив, що чиниться на нейрон, наприклад, з боку
iнших нейронiв. Для зручностi вважатимемо час дискретним (t = 0, 1, 2, ...).
У [12] було запропоновано, що еволюцiя нейрона визначається динамiчною
системою, що представляє собою кусково-лiнiйне, кусково-лiнiйне однови-
мiрне вiдображення

x(t+ l) = F (x(t), h(t)) (1)

Це сiмейство вiдображень визначається функцiєю K(h) кута нахилу. По-
трiбно, щоб ця залежнiсть задовольняла умовам: 1) парнiсть K(−h) =
K(h); 2) монотонне зменшення при h > 0 (i, отже, монотонне зростання
при h < 0); 3)K(0) = 2. Всi цi вимоги виконанi для функцiї

K(h) =
2

1 + |h|/µ
(2)

Динамiка формального нейрону визначається спiввiдношенням

x(t+ 1) =

{
1, h(t) > 0

−1, h(t) < 0
. (3)

Тобто без будь-якого перехiдного процесу x(t) приймає значення +1 або
−1 незалежно стану нейрона в попереднiй момент часу.

Вiдомо, що реальний нейрон є надзвичайно складною системою iнер-
цiї [13–16]. Процеси, якi у ньому, мають характернi часи вiд одиниць до
сотень (i бiльше) мiлiсекунд [17–20]. У [16] було припущено, що при вели-
кому значеннi зовнiшнього впливу h нейрон «швидко» переходить у стан
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збудження, тодi як при менших значеннях швидкiсть переходу в стан збу-
дження зменшується. Це i враховується в наведенiй вище хаотичнiй фун-
кцiї активацiї Iжикевича у (1), тому що при зменшеннi h збiльшується K(h)
i збiльшується час перехiдного процесу у (2), хоча єдина особлива точка
x = 1 все ще є стiйкою. Коли ж K(h) переходить через 1, x = 1 втрачає
стiйкiсть i динамiка нейрона стає хаотичною.

Вище наведений сценарiй переходу вiд порядку до хаосу у (3) спостерi-
гається в багатьох розривних вiдображеннях або вiдображеннях з гострою
вершиною i називається гомоклiнiчним вибухом [21]. Як показали чисель-
нi дослiдження, результати слабко залежать вiд конкретного виду функцiї
K(h), якщо цей сценарiй виникнення хаосу. Найважливiшим параметром
для вiдображення є лише значення h = p, у якому K(h) = 1, тобто при
якому вiдбувається перехiд до хаосу.

2. Порiвняння функцiй активацiї

Диференцiйовнi функцiї активацiї в нейромережах мають ряд вагомих
переваг порiвняно з їх недиференцiйованими аналогами. Перш за все, во-
ни дозволяють ефективно використовувати алгоритми оптимiзацiї, такi як
зворотнє розповсюдження помилки, для навчання мережi. Гладка природа
диференцiйовних функцiй дозволяє знаходити оптимальнi параметри шля-
хом пошуку градiєнтiв, що спрощує процес навчання та покращує швид-
кiсть збiжностi.

Важливо враховувати, що диференцiйовнi функцiї активацiї дозволя-
ють використовувати методи регуляризацiї, якi зменшують перенавчання
мережi та покращують її загальну здатнiсть до узагальнення. Наприклад,
можна застосовувати L1 або L2 регуляризацiю до ваг моделi, що допомагає
контролювати їхню складнiсть та уникнути перенавчання.

Крiм того, диференцiйовнi функцiї активацiї забезпечують гладку та не-
перервну залежнiсть мiж вхiдними та вихiдними даними мережi, що спри-
яє плавному перехiду мiж значеннями та полегшує оптимiзацiйнi процеси.
Вони також дозволяють використовувати бiльш потужнi алгоритми опти-
мiзацiї, такi як адаптивнi методи градiєнтного спуску, що сприяє швидшiй
та ефективнiшiй збiжностi мережi.

Хаотична функцiя активацiї Iжикевича, описана у попередньому роздi-
лi, має недолiк, а саме те, що вона не є диференцiйовною при малих зна-
ченнях h(t). Цей недолiк може бути вирiшений шляхом замiни лiнiйного
вiдображення параметричною функцiєю Безьє (рис. 1). Така замiна дозво-
ляє забезпечити диференцiйованiсть функцiй активацiї шляхом виконання
умови про бiєктивнiсть рiвняння x(p), де x є вектором вхiдних значень, а
p — параметрами функцiї Безьє.

Для порiвняння активацiйних функцiй в мережi Хопфiлда — сигнуму,
хаотичної функцiї активацiї Iжикевича та її диференцiйовної модифiкацiї
— було проведено наступний експеримент. Вхiдними даними були вибiрки
з нормальних розподiлiв N(µ, σ2) двох класiв. Параметри µ та σ2 були пi-
дiбранi вiдповiдно до того щоб розглянути разноманiтнi випадки перетину
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Рис. 1. Хаотична функцiя активацiї Iжикевича та її модифiкована версiя
з параметричною кривою Безьє.

Рис. 2. Вибiрки для бiнарної класифiкацiї з нормальних розподiлiв з
однаковою дисперсiєю та рiзним математичним сподiванням.

розподiлiв. На тренувальних даних будувалися тренувальнi образи вiдпо-
вiдно до кожної категорiї бiнарної класифiкацiї, якiсть моделей оцiнюва-
лися на тестових даних за допомогою Leave One Out – валiдацiї, цiльовою
метрикою була F1-мiра.

Гiпотеза нуль полягає у тому, що функцiї активацiї не впливають на
результати моделi. Альтернативна гiпотеза полягає у тому, що хаотичнi
функцiї активацiї дають кращi результати.

Розглянемо випадок, коли розподiли перетинаються, µ1 = 0.33, µ2 =
0.66, σ2

1 = σ2
2 = 0.05. Пiсля 100 експериментiв використовуючи сигнум як

функцiю активацiї, отримуємо середнє значення F1-мiри рiвне 0.79. Вико-
ристовуючи статистичну потужнiсть, можна отримати необхiдну кiлькiсть
експериментiв для значущостi приросту до середнєго значення F1-мiри.
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Рис. 3. Вибiрки для бiнарної класифiкацiї з нормальних розподiлiв з
однаковим математичним сподiванням та рiзною дисперсiєю.

№ Назва z-статистика p-значення

1 sign_vs_izh -4.8378 0.0001
2 sign_vs_bezier -5.0268 0.0001
3 izh_vs_bezier -1.5855 0.1129

Табл. 1. Результати z-тестiв для експериментiв з функцiями активацiй.

Вiдповiдно, необхiдно щонайменше 25580 експерименти для кожної групи
для значущостi z-тесту про прирiст не менш нiж на 1%.

Було проведено 26000 експериментiв для кожної з порiвнюваних фун-
кцiй активацiй (сигнуму, хаотичної функцiї активацiї Iжикевича та її ди-
ференцiйовної модифiкацiї), обчислено F1-мiри для кожного експеримен-
та. Середнє значення F1-мiри для експериментiв з сигнумом склало 0.86, з
хаотичною функцiєю активацiї Iжикевича — 0.87, з диференцiйовною мо-
дифiкацiєю — 0.873. Пiсля цього було проведено z-тести для кожної пари
експериментiв (табл. 1).

Обидвi вибiрки з хаотичними функцiями статистично значуще вiдрiзня-
ються вiд вибiрки експериментiв з сигнумом, але не мають статистично
значущої рiзницi мiж собою, хоча модифiкована функцiя дала кращi ре-
зультати, що можна побачити зi значень z-статистик.

Аналогiчно проведено експерименти з iншими параметрами нормальних
розподiлiв, обчислено F1-мiри для кожної вибiрки та проведено попарнi
z-тести (табл. 2).

Для експериментiв з рiзним математичним сподiванням збереглася по-
передня тенденцiя — хаотичнi функцiї показують стаистично значуще по-
кращення у порiвняннi з сигнумом, проте диференцiйовна модифiкацiя де-
монструє кращi результати.

В експериментах з однаковим математичним сподiванням усi функцiї
продемонстрували схожi результати i не мають статистично значущої рi-
зницi.
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№ Назва Параметри z-стат p-знач

1 sign_vs_izh µ1 = 0.33, µ2 = 0.69, σ2
1 = σ2

2 = 0.05 -5.6564 0.0001
2 sign_vs_bezier µ1 = 0.33, µ2 = 0.69, σ2

1 = σ2
2 = 0.05 -5.4406 0.0001

3 izh_vs_bezier µ1 = 0.33, µ2 = 0.69, σ2
1 = σ2

2 = 0.05 -1.4139 0.1574
4 sign_vs_izh µ1 = 0.47, µ2 = 0.58, σ2

1 = σ2
2 = 0.05 -3.0115 0.0026

5 sign_vs_bezier µ1 = 0.47, µ2 = 0.58, σ2
1 = σ2

2 = 0.05 -3.4758 0.0005
6 izh_vs_bezier µ1 = 0.47, µ2 = 0.58, σ2

1 = σ2
2 = 0.05 -0.3991 0.6898

7 sign_vs_izh µ1 = µ2 = 0.5, σ2
1 = 0.05, σ2

2 = 0.1 -1.6944 0.0902
8 sign_vs_bezier µ1 = µ2 = 0.5, σ2

1 = 0.05, σ2
2 = 0.1 -1.3373 0.1811

9 izh_vs_bezier µ1 = µ2 = 0.5, σ2
1 = 0.05, σ2

2 = 0.1 0.9461 0.3441
10 sign_vs_izh µ1 = µ2 = 0.5, σ2

1 = 0.05, σ2
2 = 0.067 -1.2368 0.2162

11 sign_vs_bezier µ1 = µ2 = 0.5, σ2
1 = 0.05, σ2

2 = 0.067 -1.5615 0.1184
12 izh_vs_bezier µ1 = µ2 = 0.5, σ2

1 = 0.05, σ2
2 = 0.067 -0.4817 0.6300

Табл. 2. Результати z-тестiв для експериментiв з функцiями активацiй.

3. Експеримент з фрактального аналiзу ядер букального
епiтелiю

Тепер розглянемо ефективнiсть хаотичних функцiй активацiї в експери-
ментi з реальними даними.

Однi з перших повiдомлень про злоякiснi змiни з’явилися в 1960-х ро-
ках, коли широко вивчався вмiст Х-хроматину в соматичних клiтинах i
стала очевидною його нестабiльнiсть при рiзних функцiональних змiнах в
органiзмi i загальнiй патологiї соматичних клiтин.

При наявностi пухлин в органiзмi спостерiгаються очевиднi змiни вмiсту
Х-хроматину в букальному епiтелiї та нейтрофiлах периферичної кровi.

Також було показано, що змiни кiлькостi клiтин з Х-хромосомами викли-
канi дефектом функцiонального стану гетерозиготної Х-хромосоми [22].

Значний iнтерес викликають дослiдження, що демонструють змiни в клi-
тинах букального епiтелiю у пацiєнтiв з пухлинами. У 1960-х роках H. Ni-
eburgs та спiвавтори [23] повiдомили про характерний перерозподiл маси
хроматину в соматичних клiтинах у 77% хворих на рак i назвали цi змiни
пухлинними. Цi змiни характеризувалися збiльшенням розмiрiв ядер епiте-
лiальних клiтин i збiльшенням розмiрiв «обмежених» дiлянок хроматину,
оточених свiтлими дiлянками [24]. Такi ж змiни спостерiгалися в клiтинах
печiнки, нирок та iнших органiв. У хворих на рак молочної залози виявле-
но збiльшення вмiсту ДНК у букальному епiтелiї та розмiру iнтерфазних
ядер.

Однак деякi автори не виявили достовiрної рiзницi за цим показником
мiж хворими i практично здоровими чоловiками, коли вмiст ДНК клiтин
букального епiтелiю у чоловiкiв з бронхiальною епiтелiомою вимiрювали
методом клiтинної спектрофотометрiї [25].

У дослiдженнi [26] було обстежено контрольну групу (29 пацiєнток), гру-
пу пацiєнток з раком молочної залози II стадiї (68 пацiєнток) та групу пацi-
єнток з фiброаденоматозом (33 пацiєнтки). Всi дiагнози були пiдтвердженi
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гiстологiчно. Морфологiчний набiр даних складався з 20256 зображень iн-
терфазних ядер буккального епiтелiю (6752 ядра були вiдсканованi в трьох
варiантах — без фiльтрацiї, з жовтим фiльтром i фiолетовим фiльтром).

Морфологiчним матерiалом слугували мазки епiтелiальних клiтин сли-
зової оболонки порожнини рота в середнiй глибинi шипуватого шару. В
середньому кожен препарат складався з 52 клiтин. Вмiст ДНК-фуксину
в ядрах епiтелiальних клiтин розраховували як добуток оптичної щiльно-
стi на площу. На першому етапi аналiзу отримували зображення розподiлу
хроматину у виглядi матрицi 128 х 128 пiкселiв [26].

Щоб вiдобразити фрактальну природу розподiлу хроматину та забез-
печити iнварiантнiсть до обертання зображення, вздовж кожного пiкселя
зображення було створено просторову криву заповнення, а значення ко-
льорiв RGB пiкселiв зображення зчитувалися послiдовно, а не по рядках.
В результатi матрицю пiкселiв можна зiставити з трьома векторами, що
вiдповiдають трьом каналам колiрної моделi RGB. Як кривi заповнення
простору використано кривi Серпiнського [26].

Для того, щоб застосувати метод фрактального аналiзу зображень, зо-
браження необхiдно попередньо обробити. Для цього в роботi [26] було за-
стосовано метод Отсу. Цей метод використовується для порогової бiнариза-
цiї напiвтонових зображень. Алгоритм припускає, що на зображеннi є два
класи пiкселiв (основний i фоновий), i шукає оптимальне порогове значен-
ня, яке роздiляє пiкселi на два класи так, щоб внутрiшньокласова дисперсiя
була мiнiмальною.

Iснує кiлька методiв обчислення фрактальної розмiрностi зображення.
У [26] було обрано показник Херста, тому що вiн дуже пiдходить для послi-
довного аналiзу. Показник Херста пов’язаний з фрактальною розмiрнiстю
D формулою H = 2 – D.

Вхiдними даними для моделi стали трьохканальнi (RGB) вибiрки фра-
ктальних розмiрностей ядер для кожного пацiєнта. Вибiрки iстотньо вiдрi-
знялися за кiлькiстю елементiв. Тому при пiдготовцi даних перед навчан-
ням нейронної мережi для кожної вибiрки було обчислено n квантилiв, де
n — кiлькiсть елементiв у найменшiй з вибiрок (рис. 4).

З вхiдних трьохканальних RGB даних були створенi додатковi набори
даних. В експериментах були використанi наступнi вибiрки: RGB (три ка-
нали одночасно), R (тiльки червоний), G (тiльки зелений), B (тiльки синiй),
Grey (сiрий канал обчислений за формулою 0.299 * R + 0.587 * G + 0.114
* B), Mean (середнє арифметичне трьох каналiв).

Для побудови тренувальних образiв для мережi Хопфiлда було застосо-
вано два способи агрегацiї квантилiв – середнє арифметичне та медiана.

На цьому кроцi тренувальнi образи представляли з себе послiдовностi з
дiйсних чисел.

Нейрони мережi Хопфiлда мають два значення: 1 або -1. Тому до образiв
було застосовано додаткову бiнарiзацiю: дiйснi значення округлювалися до
дев’ятого знаку пiсля коми, перераховувалися в двiйкову систему числення
i конкатенувалися в фiнальний бiнарний портрет (рис. 5).
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Рис. 4. Приклад узагальнення навчальних вибiрок через квантилi.

Рис. 5. Приклад пiдготовленого тренувального образу.

Усього було поставлено 144 експериментiв, вони подiлялися на 4 катего-
рiї: хворi на рак проти здорових; хворi на рак проти здорових та хворих
на фiброаденоматоз; хворi на рак проти хворих на фiброаденоматоз; хворi
на фiброаденоматоз проти здорових.

На тренувальних даних будувалися тренувальнi образи вiдповiдно до ко-
жної категорiї бiнарної класифiкацiї, якiсть моделей оцiнювалися на тесто-
вих даних за допомогою Leave One Out – валiдацiї, цiльовими метриками
були влучнiсть (precision), повнота (recall) та F1-мiра.

В порiвняннi «хворi на рак проти хворих на фiброаденоматоз» диферен-
цiйовна модифiкацiя показала кращi результати в експериментах з найкра-
щими результатами, медiана виявилася кращою агрегацiйною функцiєю
за середнє арифтметичне. Найбiльшу точнiсть дали вхiднi данi у форматi
RGB та одноканальнi аналоги R, G та B (табл. 3).
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№ Вхiднi данi Агрегацiя Ф. актив PRECISION RECALL F1

1 B avg bezier 0.6389 0.3382 0.4423
2 B avg izh 0.6316 0.3529 0.4528
3 B avg sign 0.6750 0.3971 0.5000
4 B median bezier 0.8077 0.6176 0.7000
5 B median izh 0.8269 0.6324 0.7167
6 B median sign 0.8077 0.6176 0.7000
7 G avg bezier 0.6538 0.5000 0.5667
8 G avg izh 0.6400 0.4706 0.5424
9 G avg sign 0.6538 0.5000 0.5667
10 G median bezier 0.8727 0.7059 0.7805
11 G median izh 0.8679 0.6765 0.7603
12 G median sign 0.8727 0.7059 0.7805
13 gray avg bezier 0.7292 0.5147 0.6034
14 gray avg izh 0.7347 0.5294 0.6154
15 gray avg sign 0.7292 0.5147 0.6034
16 gray median bezier 0.7347 0.5294 0.6154
17 gray median izh 0.7059 0.5294 0.6050
18 gray median sign 0.7347 0.5294 0.6154
19 mean avg bezier 0.6667 0.4706 0.5517
20 mean avg izh 0.6600 0.4853 0.5593
21 mean avg sign 0.6735 0.4853 0.5641
22 mean median bezier 0.7143 0.5882 0.6452
23 mean median izh 0.7193 0.6029 0.6560
24 mean median sign 0.7143 0.5882 0.6452
25 R avg bezier 0.6800 0.5000 0.5763
26 R avg izh 0.6596 0.4559 0.5391
27 R avg sign 0.5429 0.2794 0.3689
28 R median bezier 0.8636 0.8382 0.8507
29 R median izh 0.8636 0.8382 0.8507
30 R median sign 0.8636 0.8382 0.8507
31 RGB avg bezier 0.7333 0.4853 0.5841
32 RGB avg izh 0.6923 0.3971 0.5047
33 RGB avg sign 0.6667 0.3529 0.4615
34 RGB median bezier 0.9474 0.7941 0.8640
35 RGB median izh 0.9310 0.7941 0.8571
36 RGB median sign 0.9474 0.7941 0.8640

Табл. 3. Результати порiвняльного експерименту з фрактального аналiзу
ядер букального епiтелiю (хворi на рак проти хворих на

фiброаденоматоз).

В порiвняннi «хворi на рак проти здорових» диференцiйовна модифiка-
цiя продемонструвала схожi результати з хаотичною функцiєю Iжикеви-
ча. Обидвi хаотичнi функцiї дали кращi результати за сiгнум в бiльшостi
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№ Вхiднi данi Агрегацiя Ф. актив PRECISION RECALL F1

1 B avg bezier 0.8980 0.6471 0.7521
2 B avg izh 0.9000 0.6618 0.7627
3 B avg sign 0.8980 0.6471 0.7521
4 B median bezier 0.8364 0.6765 0.7480
5 B median izh 0.8364 0.6765 0.7480
6 B median sign 0.8364 0.6765 0.7480
7 G avg bezier 0.6591 0.4265 0.5179
8 G avg izh 0.6744 0.4265 0.5225
9 G avg sign 0.6591 0.4265 0.5179
10 G median bezier 0.7347 0.5294 0.6154
11 G median izh 0.7174 0.4853 0.5789
12 G median sign 0.7347 0.5294 0.6154
13 gray avg bezier 0.7500 0.5735 0.6500
14 gray avg izh 0.7692 0.5882 0.6667
15 gray avg sign 0.7500 0.5735 0.6500
16 gray median bezier 0.7059 0.5294 0.6050
17 gray median izh 0.7000 0.5147 0.5932
18 gray median sign 0.7059 0.5294 0.6050
19 mean avg bezier 0.7556 0.5000 0.6018
20 mean avg izh 0.7660 0.5294 0.6261
21 mean avg sign 0.7556 0.5000 0.6018
22 mean median bezier 0.7917 0.5588 0.6552
23 mean median izh 0.7917 0.5588 0.6552
24 mean median sign 0.7917 0.5588 0.6552
25 R avg bezier 0.7347 0.5294 0.6154
26 R avg izh 0.7347 0.5294 0.6154
27 R avg sign 0.7347 0.5294 0.6154
28 R median bezier 0.7143 0.5147 0.5983
29 R median izh 0.7143 0.5147 0.5983
30 R median sign 0.7143 0.5147 0.5983
31 RGB avg bezier 0.8889 0.5882 0.7080
32 RGB avg izh 0.8636 0.5588 0.6786
33 RGB avg sign 0.8696 0.5882 0.7018
34 RGB median bezier 0.7959 0.5735 0.6667
35 RGB median izh 0.7959 0.5735 0.6667
36 RGB median sign 0.7959 0.5735 0.6667

Табл. 4. Результати порiвняльного експерименту з фрактального аналiзу
ядер букального епiтелiю (хворi на рак проти здорових).

експериментiв. Медiана та середнє арифтметичне дали схожi результати в
аналогiчних експериментах. Найбiльшу точнiсть дали вхiднi данi у форма-
тi B та RGB (табл. 4).
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№ Вхiднi данi Агрегацiя Ф. актив PRECISION RECALL F1

1 B avg bezier 0.6207 0.5294 0.5714
2 B avg izh 0.6000 0.5294 0.5625
3 B avg sign 0.6316 0.5294 0.5760
4 B median bezier 0.5857 0.6029 0.5942
5 B median izh 0.5857 0.6029 0.5942
6 B median sign 0.5857 0.6029 0.5942
7 G avg bezier 0.5507 0.5588 0.5547
8 G avg izh 0.5606 0.5441 0.5522
9 G avg sign 0.5507 0.5588 0.5547
10 G median bezier 0.5254 0.4559 0.4882
11 G median izh 0.5345 0.4559 0.4921
12 G median sign 0.5254 0.4559 0.4882
13 gray avg bezier 0.5588 0.5588 0.5588
14 gray avg izh 0.5571 0.5735 0.5652
15 gray avg sign 0.5588 0.5588 0.5588
16 gray median bezier 0.6034 0.5147 0.5556
17 gray median izh 0.6034 0.5147 0.5556
18 gray median sign 0.6034 0.5147 0.5556
19 mean avg bezier 0.5333 0.4706 0.5000
20 mean avg izh 0.5469 0.5147 0.5303
21 mean avg sign 0.5333 0.4706 0.5000
22 mean median bezier 0.6071 0.5000 0.5484
23 mean median izh 0.6140 0.5147 0.5600
24 mean median sign 0.6071 0.5000 0.5484
25 R avg bezier 0.5294 0.5294 0.5294
26 R avg izh 0.5441 0.5441 0.5441
27 R avg sign 0.5294 0.5294 0.5294
28 R median bezier 0.5741 0.4559 0.5082
29 R median izh 0.5741 0.4559 0.5082
30 R median sign 0.5741 0.4559 0.5082
31 RGB avg bezier 0.5667 0.5000 0.5313
32 RGB avg izh 0.5738 0.5147 0.5426
33 RGB avg sign 0.5667 0.5000 0.5313
34 RGB median bezier 0.6000 0.5294 0.5625
35 RGB median izh 0.6066 0.5441 0.5736
36 RGB median sign 0.6000 0.5294 0.5625

Табл. 5. Результати порiвняльного експерименту з фрактального аналiзу
ядер букального епiтелiю (хворi на рак проти здорових та хворих на

фiброаденоматоз).

В порiвняннi «хворi на рак проти здорових та хворих на фiброадено-
матоз» усi три функцiї активацiї продемонстрували схожi результати. Так
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№ Вхiднi данi Агрегацiя Ф. актив PRECISION RECALL F1

1 B avg bezier 0.6429 0.5625 0.6000
2 B avg izh 0.5926 0.5000 0.5424
3 B avg sign 0.6429 0.5625 0.6000
4 B median bezier 0.7353 0.7813 0.7576
5 B median izh 0.7429 0.8125 0.7761
6 B median sign 0.7353 0.7813 0.7576
7 G avg bezier 0.4583 0.3438 0.3929
8 G avg izh 0.4231 0.3438 0.3793
9 G avg sign 0.4400 0.3438 0.3860
10 G median bezier 0.4688 0.4688 0.4688
11 G median izh 0.4516 0.4375 0.4444
12 G median sign 0.4688 0.4688 0.4688
13 gray avg bezier 0.4800 0.3750 0.4211
14 gray avg izh 0.4815 0.4063 0.4407
15 gray avg sign 0.4615 0.3750 0.4138
16 gray median bezier 0.4688 0.4688 0.4688
17 gray median izh 0.4333 0.4063 0.4194
18 gray median sign 0.4688 0.4688 0.4688
19 mean avg bezier 0.6429 0.5625 0.6000
20 mean avg izh 0.6552 0.5938 0.6230
21 mean avg sign 0.6000 0.5625 0.5806
22 mean median bezier 0.4444 0.5000 0.4706
23 mean median izh 0.4444 0.5000 0.4706
24 mean median sign 0.4444 0.5000 0.4706
25 R avg bezier 0.6667 0.5625 0.6102
26 R avg izh 0.6000 0.5625 0.5806
27 R avg sign 0.5000 0.5625 0.5294
28 R median bezier 0.5200 0.4063 0.4561
29 R median izh 0.4815 0.4063 0.4407
30 R median sign 0.5200 0.4063 0.4561
31 RGB avg bezier 0.7083 0.5313 0.6071
32 RGB avg izh 0.6538 0.5313 0.5862
33 RGB avg sign 0.5862 0.5313 0.5574
34 RGB median bezier 0.6774 0.6563 0.6667
35 RGB median izh 0.7000 0.6563 0.6774
36 RGB median sign 0.6774 0.6563 0.6667

Табл. 6. Результати порiвняльного експерименту з фрактального аналiзу
ядер букального епiтелiю (хворi на фiброаденоматоз проти здорових).

само нема переважаючих альтернатив серед агрегацiй та формату вхiдних
даних (табл. 5).
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В порiвняннi «хворi на фiброаденоматоз проти здорових» хаотичнi фун-
кцiї показали кращi результати за сигнум в бiльшостi експериментiв. Ме-
дiана була ефективнiшою за середнє арифтметичне в аналогiчних експери-
ментах.

Найбiльшу точнiсть дали вхiднi данi у форматi RGB та B (табл. 6).
Найкращi результати були отриманi у експериментах «Хворi на рак про-

ти хворих на фiброаденоматоз» — середнє значення мiри F1 5 найкращих
експериментiв дорiвнює 0.84, найгiршi результати було отримано у групi
екпериментiв «Хворi на рак проти здорових та хворих на фiброаденома-
тоз» — середнє значення мiри F1 5 найкращих експериментiв дорiвнює 0.57.
Це можна пояснити розрiзненiстю другого класу – здоровi та хворi на фi-
броаденоматоз — якi при агрегацiї генерували образ, який модель важко
вiдрiзняла вiд хворих на рак.

Також медiана виявилась кращою агрегацiєю для тренувальних образiв
— значення F1-мiри в середньому бiльше у бiльшостi експериментiв.

Найкращi формати вхiдних вибiрок — RGB i B — вони присутнi у най-
кращiй п’ятiрцi для кожної групи експериментiв.

ВИСНОВКИ

У глибинному навчаннi, особливо у контекстi штучних нейронних мереж,
використання хаосу у функцiях активацiй вiдiграє значну роль у забезпе-
ченнi ефективностi та гнучкостi моделей.

Хаотичнi функцiї активацiй дозволяють збагатити простiр розподiлу
признакiв, що дозволяє моделi адаптуватися до рiзноманiтних умов та збе-
рiгати стiйкiсть до шуму в даних.

Такий пiдхiд сприяє збiльшенню робастностi моделей до змiн в навчаль-
них даних i може покращити їх загальну здатнiсть до узагальнення на новi
данi. Використання хаотичних функцiй активацiй також може мати важли-
ве значення у випадках, коли модель повинна адаптуватися до непередба-
чуваних чи нелiнiйних зв’язкiв у даних, що робить її бiльш унiверсальною
та потужною у вирiшеннi складних завдань машинного навчання.

Також функцiї активацiї, якi можна диференцiювати у нейромережах,
мають кiлька важливих переваг над їх недиференцiйованими вiдповiдника-
ми. В першу чергу, вони дозволяють ефективно використовувати оптимiза-
цiйнi алгоритми, такi як зворотне розповсюдження помилок, для тренуван-
ня мережi. Гладка природа диференцiйовних функцiй дозволяє знаходити
оптимальнi параметри за допомогою градiєнтного спуску, що спрощує про-
цес тренування та покращує швидкiсть збiжностi.

У статтi обгрунтовано та продемонстровано переваги хаотичних фун-
кцiй активацiй моделi Хопфiлда на прикладi експериментiв зi штучними
вибiрками з нормальних розподiлiв та на реальних даних в прогнозуваннi
раку молочної залози.

Цей напрямок ще потребує подальших дослiджень та експериментiв, роз-
робка та впровадження нових хаотичних функцiй активацiї може стати
перспективним шляхом удосконалення глибинного навчання не тiльки в
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моделях Хопфiлда, а й в альтернативних алгоритмах та нейромережевих
архiтектурах та покращення результатiв у рiзноманiтних задачах.

Автори висловлюють вдячнiсть колегам Голубєвой К.М. та Бородай Н.В.
за наданi данi для навчання моделей.
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