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Abstract. The paper proposes a non-parametrical approach to
explainable artificial intelligence based on the compactness postulate,
which states that objects of one class in the feature space are, as a
rule, located closer to each other than to objects of other classes.
Objects are considered similar if they are located close to each other
in the feature space. Meanwhile, the properties of objects in real
life are often random values. Such objects are not described by a
vector of features, but by a random sample or several samples of
features, and the postulate of compactness should be replaced by the
postulate of statistical homogeneity. Objects are considered statisti-
cally homogeneous if their features obey the same distributions. The
paper describes a non-parametric measure of homogeneity and an
illustration of its use in medical applications, in particular for the
diagnosis of breast cancer within the framework of similarity-based
explainable artificial intelligence.For comparison, the results of di-
agnostics of the same data set using deep learning of an artificial
neural network are given. We formulate new statistical postulates of
machine learning and propose to consider a machine learning algori-
thm as explanatory and interpretable if it satisfies these postulates.
Keywords: explained artificial intelligence, non-parametric statisti-
cs, postulates of machine learning, deep learning, convolutive neural
network.

Анотацiя. В роботi пропонується непараметричний пiдхiд до по-
яснюваного штучного iнтелекту на основi постулату компактно-
стi, який стверджує, що об’єкти одного класу в просторi ознак, як
правило, розташованi ближче один до одного, нiж до об’єктiв iн-
ших класiв. Загальноприйнято вважати об’єкти подiбними, якщо
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вони розташованi близько в просторi ознак. Мiж тим, властивостi
предметiв у реальному життi часто є випадковими значеннями.
Такi об’єкти описуються не вектором ознак, а випадковою вибiр-
кою або кiлькома вибiрками ознак, i постулат компактностi слiд
замiнити постулатом статистичної однорiдностi. Об’єкти вважа-
ються однорiдними, якщо їхнi ознаки пiдкоряються однаковим
розподiлам. У роздiлi описується непараметрична мiра однорi-
дностi та надається iлюстрацiя їх використання в медичних до-
датках, зокрема для дiагностики раку молочної залози в рамках
пояснюваного штучного iнтелекту на основi подiбностi. Для по-
рiвняння наводяться результати дiагностики того ж самого набо-
ру даних за допомогою глибинного навчання штучної нейронної
мережi. Ми формулюємо новi статистичнi постулати машинного
навчання та пропонуємо вважати алгоритм машинного навчання
пояснювальним та iнтерпретованим, якщо вiн задовольняє цим
постулатам.
Ключовi слова: пояснюваний штучний iнтелект, непараметри-
чна статистика, постулати машинного навчання, глибинне навча-
ння, згорткова нейронна мережа.

1. Вступ

Концепцiя пояснюваного штучного iнтелекту (XAI — eXplainable artifi-
cial intelligence) останнiм часом стала предметом iнтенсивних дослiджень,
оскiльки механiчне застосування штучного iнтелекту не вiдповiдає приро-
дним вимогам, якi застосовуються до систем людина–машина. В автомати-
чних системах одна пiдсистема беззастережно приймає результати роботи
iншої пiдсистеми, оскiльки ця особливiсть закладена в їх конструкцiях. Ме-
дичнi програми мають зовсiм iншу природу, оскiльки їх можна схематично
описати як взаємодiю пацiєнт-–лiкар—штучний iнтелект—лiкар—пацiєнт.
Як бачимо, роль людини в цiй схемi набагато важливiша ролi штучно-
го iнтелекту. Замiсть механiчної взаємодiї, яка передбачає слiпу довiру та
автоматизм, людина диктує штучному iнтелекту властивостi, якими вiн
має володiти: довiру, причиннiсть, можливiсть перенесення та iнформатив-
нiсть [23]. На думку Лiптона, iнтерпретований штучний iнтелект повинен
вселяти довiру до алгоритмiв своєї роботи, виявляти причинно-наслiдковi
зв’язки мiж вихiдними даними, промiжними результатами та кiнцевим ви-
сновком, дозволяти застосування до нових даних, а також допускати ви-
лучення нової iнформацiї з побудованої моделi. Крiм перерахованих вище
критерiїв, класифiкацiя пояснюваного штучного iнтелекту також викори-
стовується на основi мети її використання. Ця класифiкацiя базується на
чотирьох критерiях: вiрогiднiсть висновкiв, контроль висновкiв, удоскона-
лення алгоритмiв i отримання нових знань [1].

В даний час рiзнi моделi штучного iнтелекту широко використовуються
як в медицинi загалом [3, 36, 43], так i в онкологiї зокрема [8, 12] тощо.
Серед них варто видiлити моделi пояснюваного штучного iнтелекту, якi
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використовуються в аналiзi медичних зображень i дiагностицi [9,11,29] то-
що. Перерахованi вище роботи дають повний огляд сучасних застосувань
штучного та пояснюваного штучного iнтелекту в медицинi. У той же час
такий рiзновид ще не описаний єдиною математичною теорiєю, яка дозво-
ляє формалiзувати процес iнтерпретацiї пояснень [42].

Особлива увага придiляється когнiтивним аспектам пояснюваностi ал-
горитмiв глибинного та машинного навчання. По-перше, зауважимо, що
в багатьох роботах (див., наприклад, [25]) машинне навчання безпiдстав-
но асоцiюється виключно зi штучними нейронними мережами. Можливо,
це пов’язано з тим, що за останнi 10 рокiв штучнi нейроннi мережi ста-
ли мейнстрiмом, а iншi алгоритми пiшли в тiнь. Однак машинне навчання
набагато ширше, нiж вивчення нейронних мереж. По-друге, всi критерiї,
запропонованi для iнтерпретацiї процесу та висновкiв, до яких призводить
машинне навчання в штучних нейронних мережах, зводяться до спроб вiд-
повiсти на питання: «Що знаходиться в чорному ящику?» У цей момент
викликає когнiтивний дисонанс. Якщо ви вже з самого початку вирiши-
ли скористатися чорним ящиком, то навiщо вам знати, що в ньому зна-
ходиться, якщо вiн дає правильнi вiдповiдi? Кому це потрiбно? Чи треба
пасажиру безпiлотного автомобiля знати, як працюють його механiзми?
Очевидно, що нi. Водночас технiк, який обслуговує такий транспорт, по-
винен знати його конструкцiю, бо iнакше вiн не зможе його налаштувати.
Однак коли алгоритми машинного навчання побудованi за принципом чор-
ного ящика, ситуацiя складнiша. Тут дослiдник надає штучному iнтелекту
можливiсть самонастроювання, що виражається в самостiйному виборi осо-
бливостей об’єктiв. Той факт, що дослiдник не сам будує простiр ознак, а
покладає вiдповiдальнiсть за нього на алгоритм, призводить до неприємних
наслiдкiв. По-перше, спостерiгається експоненцiальне зростання кiлькостi
ознак, оскiльки алгоритм обмежений лише обчислювальною потужнiстю
комп’ютера, на якому вiн працює, i лише автор алгоритму може поставити
завдання оптимiзацiї та вибору лише найбiльш значущих ознак. По-друге,
семантика самих ознак стає абсолютно незрозумiлою з точки зору людини.

У роботi [25] зроблено спробу розкрити змiст понять пояснюваностi та
iнтерпретованостi. Проаналiзувавши велику кiлькiсть лiтератури, автори
звели поняття пояснюваностi до вiдповiдей на три питання: 1) пояснюва-
нiсть даних; 2) пояснюванiсть результатiв; 3) пояснюванiсть алгоритму.

Вiдповiдь на перше питання зводиться до пояснення того, якi данi ви-
користовуються для навчання i чому. Зокрема, це вимагає формулювання
робочої гiпотези, яка грунтується на даних. Наприклад, у медичних дода-
тках в сферi онкологiї вхiдними даними алгоритмiв є iнформацiя, зiбрана
вiд пацiєнтiв з рiзними видами раку, а також вiд здорових людей. Логiчно
припустити, що ця iнформацiя має рiзне значення для дiагностики. Хто
i як буде вiдбирати необхiдну iнформацiю для забезпечення найбiльшої
точностi дiагнозу? Класичний пiдхiд передбачає участь у цьому процесi
експерта в предметнiй областi, який має апрiорнi знання про значущiсть
тих чи iнших даних. Цей експерт може, наприклад, використовувати попе-
реднi знання про те, що в органiзмi людини, хворої на рак, вiдбуваються
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бiохiмiчнi реакцiї, якi впливають на розподiл хроматину в ядрах букальних
епiтелiальних клiтин. У цьому випадку фахiвець запропонує проаналiзува-
ти фотографiї клiтинних ядер хворих i здорових людей. Водночас виникає
друге, не менш важливе питання: наскiльки цi данi об’єктивнi? Наприклад,
якщо фотографiя мiстить якийсь систематичний артефакт (мiтку тощо),
то апрiорна класифiкацiя буде скомпрометована. Тому необхiдний механiзм
перевiрки навчальних даних, який гарантує їх неупереджений i випадковий
вибiр iз усього набору даних.

Друге питання випливає з першого. Якщо алгоритм, який дiє на основi
чорного ящика, отримав вхiднi данi, вiн може самостiйно вибрати ознаки,
якi не мають анi бiологiчного, анi фiзичного значення, анi будь-якого iншо-
го значення, крiм статистичного. Iншими словами, результати, до яких це
призведе, будуть корельованими, а не причинно-наслiдковими. В таких ви-
падках процес розпiзнавання можна описати тiльки зi статистичної точки
зору. Це ускладнює отримання нових знань. Так, ми правильно роздiлили
два набори, але що це дає зi змiстовної точки зору. Яких особливостей люд-
ське око не побачило на цих фотографiях i яке їхнє бiологiчне чи фiзичне
значення? Сучасна теорiя машинного навчання не дає змiстовних вiдповiд-
ей на цi питання. Як правило, ознаки — це якась функцiя або комбiнацiя
кiлькох функцiй, якi були обранi алгоритмом без знання змiсту фотографiї.

Третє питання стосується дизайну моделi. У контекстi штучних нейрон-
них мереж це зводиться до аналiзу архiтектури та манiпулювання шарами.
Рiзноманiтнiсть архiтектур i методiв роботи з ними справляють враження
слiпого жонглювання. Якщо та чи iнша архiтектура привела до успiшного
результату, здається зайвим пояснювати чому. У той же час така мережа
може бути схожа на картковий будиночок, який розвалиться, як тiльки в
нього потраплять новi данi. Здатнiсть таких алгоритмiв до узагальнення
є дуже проблематичною, а їх стабiльнiсть сумнiвною. Цiкава класифiка-
цiя методiв класифiкацiї з точки зору їх пояснювальної здатностi наведена
в [5]. На думку авторiв, лiнiйна та логiстична регресiя, дерева рiшень, ме-
тод найближчого сусiда, алгоритми на основi правил, узагальненi адитивнi
моделi та байєсовськi моделi не потребують пояснень, тобто за визначенням
належать до пояснюваного штучного iнтелекту. Водночас автори вважають
метод випадкового лiсу, машину опорних векторiв, а також багатошаровi,
згортковi та рекурентнi нейроннi мережi частково iнтерпретованими за до-
помогою спецiальних методiв.

Здається, що така класифiкацiя методiв у сферi застосування штучного
iнтелекту в медицинi є не зовсiм точною. Очевидно, що ця класифiкацiя
оцiнює пояснюванiсть з точки зору дослiдника, тобто має сенс лише для
розробника алгоритму. Водночас у схемi пацiєнт–лiкар-ШI–лiкар–пацiєнт
є ще двi людини, якi належать не до категорiї розробникiв, а до користу-
вачiв алгоритмiв. Лiкар хоче розумiти алгоритм i довiряти йому, а пацiєнт
хоче довiряти лiкарю i розумiти його. Тому пояснюванiсть слiд розглядати
також з їхньої точки зору. У цих пiдходах є як подiбностi, так i вiдмiнностi.

З точки зору пояснюваностi даних, лiкар, як i розробник, хоче i зобов’я-
заний розумiти сенс i якiсть вхiдних даних. Тут їхнi iнтереси збiгаються.
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Крiм пiдвищення якостi пiдготовки даних компетентним лiкарем, який
правильно налаштовує механiку з розумiнням специфiки пiдготовки вхi-
дних даних (наприклад, правильно встановить рiвень освiтлення, пiдбере
правильний реагент, налаштує необхiдна роздiльна здатнiсть мiкроскопа),
апрiорне розумiння вхiдних даних дозволить вчасно отримати зворотнiй
зв’язок, якщо iснує дрейф концепцiї, через який алгоритм може бути ском-
прометований. Цей дрейф, наприклад, може спостерiгатися при спробi за-
стосувати алгоритм дiагностування раку молочної залози на пiдставi аналi-
зу букального епiтелiю до популяцiй людей в рiзних географiчних регiонах
Землi.

Зрозумiлiсть результатiв також впливає на рiвень довiри лiкаря i пацiєн-
та до отриманих результатiв. Висновки, зробленi за алгоритмом, лiкар так
чи iнакше перевiряє за допомогою додаткових методiв (наприклад, направ-
ляючи пацiєнта на обстеження iншими методами). Якщо алгоритм постiйно
демонструє високу точнiсть, то лiкар i пацiєнт можуть приймати правиль-
нi клiнiчнi рiшення, справедливо вважаючи, що ця методика перевiрена i
надiйна.

При цьому анi лiкаря, анi пацiєнта не повинно цiкавити, скiльки шарiв
використовується в архiтектурi нейронної мережi. Ця iнформацiя виходить
за межi його компетенцiї i не має нiчого спiльного з пояснюванiстю з точки
зору лiкаря чи пацiєнта. Тому зрозумiлiсть алгоритму для лiкаря i пацiєнта
не має значення.

Перейдемо до iнтерпретацiї, другого аспекту XAI. Згiдно з [25], можли-
вiсть iнтерпретацiї є синонiмом зрозумiлостi моделi (алгоритму та даних)
для спостерiгача. У нашiй схемi взаємодiї пацiєнт–лiкар–ШI–лiкар–пацiєнт
неявно присутня третя особа, а саме розробник алгоритму. Розглянемо ролi
зацiкавлених сторiн вiдповiдно до парадигми, запропонованої в [5, 23, 25].
Необхiдно проаналiзувати, наскiльки модель має бути зрозумiлою кожнiй
зацiкавленiй особi. Цiлком природно, що модель повинна бути абсолютно
зрозумiлою її розробнику; iнакше вiн не зможе гарантувати його високу
якiсть. Чи повинна вона бути зрозумiло лiкарю? Щоб вiдповiсти на це пи-
тання, необхiдно з’ясувати, що ми розумiємо пiд моделлю в цiй парадигмi.
З нашої точки зору, модель це комбiнацiя алгоритму та даних. Алгоритм
налаштований на певний тип вхiдних даних i створює певний тип вихi-
дних даних. Це означає, що алгоритми та данi нероздiльнi. При цьому
слiд визнати, що лiкар повинен правильно iнтерпретувати вхiднi данi, але
не зобов’язаний заглиблюватися в структуру алгоритму. Iнтереси лiкаря
та розробника тут частково перетинаються. Конструкцiя моделi також не
важлива для пацiєнта (як i конструкцiя будь-якого медичного обладнан-
ня). Для нього важлива точнiсть, з якою працює модель. У цьому випадку
можливiсть iнтерпретацiї моделi з точки зору пацiєнта може пiдвищити
довiру до неї. Якщо ми повернемося до критерiїв пояснюваностi, перелiче-
них на початку роздiлу, то можна погодитися, що для пацiєнта важлива
можливiсть iнтерпретувати результати, а не модель.
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З концепцiєю iнтерпретованостi тiсно пов’язана концепцiя прозоростi,
яка зводиться до трьох можливостей: iмiтацiї, декомпозицiї та алгоритмi-
чного навчання [23]. В [5] дерева рiшень класифiкуються як повнiстю про-
зорi, оскiльки правила висновку сформульованi мовою, зрозумiлою люди-
нi, а метод найближчого сусiда, алгоритми на основi правил, узагальне-
нi адитивнi моделi та байєсiвськi моделi класифiкуються як методи, для
розумiння яких необхiднi математичнi знання. У той же час автори вва-
жають абсолютно непрозорими метод випадкового лiсу, машину опорних
векторiв, а також багатошаровi, згортковi та рекурентнi нейроннi мере-
жi. Iмiтацiйнiсть моделi означає, що її просто i легко вiдтворити на нових
вхiдних даних для отримання очiкуваних результатiв. Ми вже неявно ви-
користовували можливiсть декомпозицiї вище, коли роздiляли модель на
данi та алгоритми їх обробки. Алгоритмiчнiсть означає зрозумiлiсть проце-
су навчання алгоритму. В алгоритмах, заснованих на iнтуїтивних поняттях
(наприклад, поняттях близькостi, лiнiйної роздiльностi тощо), ступiнь ал-
горитмiчностi навчання досить висока. Це можна сказати, наприклад, про
лiнiйну i логiстичну регресiї, методи kNN i SVM. Звичайно, процес навча-
ння нейронної мережi зрозумiлий лише фахiвцям високого рiвня, а для
необiзнаного спостерiгача (лiкарiв i пацiєнтiв) вiн неминуче виглядає як
манiпуляцiя з чорним ящиком.

Детальний i широкий аналiз, проведений у роботах [5] i [25], приводить
до висновку, що на даний момент ще не розроблено формальний та строго
обґрунтований математичний апарат, який би дозволив оцiнити поясню-
ванiсть алгоритмiв навчання машинних систем. Для кожного конкретного
алгоритму дається певна суб’єктивна оцiнка, залежно вiд точки зору авто-
ра.

Вартi уваги змiстовний аналiз Сiнтiї Рудiн [33] i [34]. Цi публiкацiї вiд-
ображають альтернативну та добре задокументовану точку зору на мо-
жливiсть iнтерпретацiї машинного навчання. Рудiн чiтко розрiзняє машин-
не навчання, яке можна iнтерпретувати, i штучний iнтелект, який можна
пояснити. За словами Рудiн, iнтерпретацiйне машинне навчання не є ча-
стиною теорiї пояснюваного штучного iнтелекту, оскiльки мета цiєї теорiї
полягає в тому, щоб пояснити модель чорного ящика шляхом її наближення
до бiльш простих i зрозумiлих моделей, i мета iнтерпретованого машинного
навчання полягає у виборi початково iнтерпретованої моделi, яка забезпе-
чує високу точнiсть [34]. На думку Рудiн, слiд не пояснювати роботу чорної
скриньки, а будувати прозорi, iнтерпретованi моделi. Це особливо важли-
во для медичних застосувань ШI, де ризик помилки пов’язаний з високою
цiною.

Однак, не маючи можливостi вiдкрити чорний ящик i втрутитися в його
роботу, ми можемо спробувати дослiдити, наскiльки добре вiн вiдповiд-
ає критерiям пояснюваностi та iнтерпретованостi. Цьому присвячена на-
ша робота, в якiй ми показуємо, за якими критерiями можна оцiнити iн-
терпретабельнiсть чорного ящика, якщо його довелося застосовувати, i як
побудувати прозору iнтерпретативну за Рудiном модель дiагностики раку
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молочної залози, яка також вiдповiдає цим критерiям. Таким чином, ми
пропонуємо компромiс мiж цими двома альтернативами.

Як ми покажемо нижче, побудова формальної теорiї XAI, заснованої на
строгому математичному пiдходi, призводить до висновку, що пояснення
роботи та висновкiв штучного iнтелекту неможливе без застосування по-
стулатiв машинного навчання.

Мета цього роздiлу — запропонувати новий формалiзм XAI на основi
альтернативних статистичних постулатiв машинного навчання.

2. Математичний формалiзм

Надiйнiсть, логiчнiсть, можливiсть узагальнення та iнформативнiсть є
основними властивостями будь-кого методу машинного навчання. Щоб до-
вести цю тезу, розглянемо загальну схему будь-якого методу машинного
навчання.

Нехай X — набiр об’єктiв, Y — набiр мiток класу, а f : X → Y ¯i, яка
отримує значення на елементах навчальної вибiрки, взятої з X. Мета на-
вчального алгоритму — розширити функцiю f : X → Y на всю множину
X для побудови розв’язувальної функцiї g : X → Y , що вiдображає всi
об’єкти на їхнi мiтки та мiнiмiзує функцiю ризику (наприклад, кiлькiсть
помилок).

Оскiльки сама постановка проблеми машинного навчання включає мi-
нiмiзацiю помилки та визначення функцiї на всiй множинi даних X, то-
чнiсть i можливiсть узагальнення гарантуються за замовчуванням. Водно-
час поняття причинностi та iнформативностi мають неформальний хара-
ктер, який важко описати за допомогою математичного апарату. Однак
важко не означає неможливо.

Один iз найбiльш значущих математичних формалiзмiв iнтерпретовано-
го штучного iнтелекту був запропонований у [42]. Цей формалiзм базується
на байєсiвському пiдходi та використовує концепцiю зрозумiлого висновку
та унiверсальний закон Шеппарда, який стверджує, що ймовiрнiсть уза-
гальнення реакцiї з одного стимулу на iнший є функцiєю подiбностi мiж
двома стимулами в психологiчному просторi. Вводячи метричний простiр
замiсть психологiчного простору близькостi та iнтерпретуючи ймовiрнiсть
узагальнення реакцiї на новий стимул як iмовiрнiсть розпiзнавання нового
об’єкта, схожого на об’єкт навчання, автори пропонують мiру зрозумiлостi
машинного навчання, подаючи результати у формi функцiї ймовiрностi..
Вiрогiднiсть запропонованого пiдходу продемонстровано експериментом.

Слiд зазначити, що цей формалiзм має суттєвий недолiк, який пояснює-
ться байєсiвським характером всього методу. Вiн вимагає знання апрiорної
ймовiрностi розпiзнаваних класiв, яку мають надати експерти. Автори та-
кож пропонують розрахувати функцiю подiбностi Сломана як мiру косину-
са мiж векторами, створеними з допомогою вiдповiдної карти експертами,
якi беруть участь в експериментi. Очевидно, що все це робить методологiю
локальною та суб’єктивною. Її правильнiсть залежить вiд компетентностi
конкретних експертiв.
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Ми пропонуємо використовувати бiльш строгий та об’єктивний пiдхiд,
який базується не на суб’єктивних оцiнках експертiв, а на об’єктивно ви-
значених значеннях мiри однорiдностi об’єкта з iншими об’єктами та його
статистичної глибини. Коротше кажучи, ми пропонуємо вважати резуль-
тати роботи штучного iнтелекту такими, що пiддаються iнтерпретацiї з
точки зору лiкаря, якщо вони задовольняють постулат статистичної ком-
пактностi. З iншого боку, ми пропонуємо вважати цi результати такими,
що можна iнтерпретувати з точки зору пацiєнта, якщо вони дозволяють
визначити iндивiдуальний ризик пацiєнта. Точнiсть будь-якого алгоритму
машинного навчання в медичнiй дiагностицi розглядається за Фiшером.
Припустимо, що чутливiсть алгоритму становить 95%. Це означає, що зi
100 випадково вiдiбраних пацiєнтiв при багаторазовому повтореннi цього
вибору дiагноз встановлюється правильно в середньому у 95 пацiєнтiв, а
5 пацiєнтiв отримують помилковий дiагноз. Якщо алгоритм має специфi-
чнiсть 95%, це означає, що зi 100 випадково вiдiбраних здорових людей,
якщо цей вибiр повторити багато разiв, 5% отримають дiагноз «хворий».
Цi оцiнки не вiдповiдають на природнi запитання кожного пацiєнта: «Яка
ймовiрнiсть того, що я дiйсно хворий? До якої групи я потрапляю: 95 пра-
вильних дiагнозiв чи 5 помилкових?» На це питання можна вiдповiсти за
допомогою двох понять: статистичної однорiдностi та статистичної глиби-
ни. З одного боку, порiвнюючи данi пацiєнта з еталоном хворої людини,
можна оцiнити ступiнь подiбностi мiж ними, з iншого боку, оцiнюючи ста-
тистичну глибину даних, можна оцiнити типовiсть поставленого дiагнозу
для конкретного пацiєнта в дiапазонi вiд вiрогiдного до сумнiвного.

3. Близькiсть
Машинне навчання базується на двох постулатах, якi ми вже неявно ви-

користовували вище: 1) постулат представлення об’єкта як вектора ознак
у векторному просторi i 2) постулат компактностi Авер’янова та Бравер-
мана [28].

Перший постулат вiдображає природне прагнення спецiалiстiв машинно-
го навчання використовувати апарат алгебри, геометрiї та методiв оптимi-
зацiї. По сутi, цей постулат дозволяє звести проблему машинного навчання
до задачi оптимiзацiї, тобто до мiнiмiзацiї чи максимiзацiї певної функцiї
за певних обмежень.

Другий постулат менш очевидний, але також iнтуїтивно зрозумiлий. Вiн
стверджує, що вектори ознак об’єктiв, що належать до одного класу, роз-
ташованi в просторi ознак ближче один до одного, нiж до об’єктiв з iншого
класу. Цей постулат часто супроводжується вимогою, щоб цi набори векто-
рiв у просторi ознак були роздiленi досить простою функцiєю. Яскравими
прикладами методiв, побудованих на основi цих постулатiв, є лiнiйнi дис-
кримiнантнi методи Фiшера, метод опорних векторiв i метод найближчих
сусiдiв.

Незважаючи на очевидний успiх перерахованих вище методiв, не мо-
жна заперечувати, що постулати векторного простору i компактностi у
сформульованому вище виглядi застосовнi не до всiх задач. У багатьох
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медико-бiологiчних дослiдженнях окремому пацiєнту вiдповiдає не вектор
ознак, тобто впорядкований набiр чисел, що характеризують його рiзнi
властивостi, а випадкова вибiрка, тобто невпорядкований набiр випадко-
вих результатiв вимiрювань певних параметрiв (наприклад, площа ядра,
оптична щiльнiсть ядра тощо). Такi вибiрки виникають, наприклад, при
аналiзi зiшкрiбiв, взятих у пацiєнта. Цi зiшкрiби зазвичай мiстять кiлька
десяткiв клiтин, тому пацiєнту вiдповiдає не одна точка у векторному про-
сторi, а множина точок, причому цi точки нiяк не впорядкованi. Звичайно,
цю задачу можна спростити, розрахувавши середнi вибiрковi значення (або
квантiлi, як буде показано нижче) та застосувавши стандартнi постулати,
але цiлком очевидно, що в цьому випадку втрачається важлива частина
iнформацiї про розподiл вимiрюваних параметрiв.

Ми пропонуємо альтернативнi статистичнi постулати: 1) об’єкти можуть
бути представленi вибiрковими значеннями їх параметрiв; 2) параметри
об’єктiв, що належать до одного класу, мають однаковi розподiли, а пара-
метри об’єктiв, що належать до рiзних класiв, мають рiзнi розподiли.

Такий пiдхiд дозволяє звести проблему оцiнки подiбностi мiж об’єкта-
ми до перевiрки гiпотези про однорiднiсть двох i бiльше вибiрок. Метод,
який ми пропонуємо використовувати для оцiнки подiбностi мiж об’єкта-
ми, наведено нижче. На вiдмiну вiд класичних методiв, таких як статисти-
ка Колмогорова–Смирнова та статистика Манна–Уїтнi–Вiлкоксона, вiн має
статистичну унiверсальнiсть, тобто працює однаково добре як для вибiрок
iз рiзними середнiми значеннями та однаковими стандартними вiдхилення-
ми, так i для вибiрок iз однаковими середнiми значеннями, але з рiзними
стандартними вiдхиленнями.

Розглянемо вибiрку розмiром n, що складається з неперервних випадко-
вих змiнних iз симетрично залежним розподiлом.

Теорема Хiлла [15,16] стверджує: ймовiрнiсть того, що випадковi значен-
ня з того самого розподiлу є бiльшими за i-ту i меншими за j-ту порядковi
статистики вибiрки (i < j), дорiвнює j−i

n+1 .
Як бачимо, ця ймовiрнiсть залежить лише вiд номера порядкової ста-

тистики та розмiру вибiрки. Використовуючи цей факт, можна перевiрити
гiпотезу про однорiднiсть двох вибiрок. Для цього ми сортуємо за зроста-
нням першу вибiрку, отримуючи її порядкову статистику, i пiдраховуємо
вiдносну частоту подiї, коли елемент з другої вибiрки є бiльшим за i-ту
та меншим за j-ту порядкову статистику першої вибiрки. Маючи цi вiд-
носнi частоти, ми можемо побудувати довiрчий iнтервал для бiномiальної
пропорцiї в розглянутiй узагальненiй схемi Бернуллi з заданим рiвнем зна-
чущостi (наприклад, iнтервал Вiльсона). Потiм ми перевiряємо той факт,
що цей довiрчий iнтервал мiстить j−i

n+1 для кожної пари номерiв i та j, де
i < j.

Таким чином, пiдраховуючи вiдносну частоту цiєї подiї, ми отримує-
мо так звану p-статистику. Нарештi, ми будуємо довiрчий iнтервал для
p-статистики з заданим рiвнем значущостi α. Ми вiдхиляємо нульову гiпо-
тезу про однорiднiсть двох вибiрок, якщо довiрчий iнтервал, побудований
на цих вибiрках, не мiстить 1–α [17].
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4. Статистична глибина

Детальний огляд рiзноманiтних концепцiй статистичної глибини наведе-
ний в [27]. Метою цiєї концепцiї є упорядкування багатовимiрних випадко-
вих величин.

Розглянемо функцiю розподiлу F в Rn Функцiєю статистичної глибини
називається функцiя DF (x), яка упорядковує точки x з розподiлу F , моно-
тонно спадаючи при збiльшеннi вiдстанi вiд центру. Статистична глибина
точки x ∈ F — це значення, яке набуває функцiя DF (x) в точцi x [44].
Центром розподiлу може бути медiана, центроїд, геометричний центр мно-
жини тощо. Функцiя статистичної глибини повинна мати наступнi власти-
востi [44]: 1) не залежати вiд координатних систем i афiнних перетворень
(афiнна iнварiантнiсть); 2) досягати максимуму в центрi розподiлу (ця то-
чка називається найбiльш глибокою, тобто найбiльш ймовiрною); 3) моно-
тонно спадати вiд найбiльш на найменш глибокої точки (монотоннiсть); 4)
Якщо вiдстань вiд точки x до центру розподiлу прямує до нескiнченостi,
функцiя DF (x) має прямувати до нуля (гранична властивiсть).

Якщо замiсть повної iнформацiї про функцiю розподiлу F є лише вибiрка
n точок з розподiлу F , маємо вибiркову функцiю статистичної глибини
Dn (x). Розглянемо декiлька прикладiв обчислення статистичної глибини.

1. Глибина Тьюкi [38]. Спочатку введемо необхiднi поняття. Центр
вибiрки — це така точка, що кожна гiперплощина, що проходить через неї,
дiлить вибiрку на двi майже рiвнi пiдмножини. Якщо ця точка є елементом
вибiрки, то вона є медiаною вибiрки. Глибина Тьюкi елемента вибiрки — це
мiнiмальна кiлькiсть елементiв вибiрки, що лежать по один бiк випадкової
гiперплощини, що проходить через неї.

2. Пiлiнг опуклої оболонки [7]. Опуклою оболонкою множини точок
є мiнiмальний многокутник, що мiстить данi точки.

Пiлiнг опуклої оболонки —– це процедура послiдовного пошуку та ви-
далення замкнутих опуклих оболонок. Вершини однiєї опуклої оболонки
мають однакову статистичну глибину.

3. Глибина Ойя [30]. Глибина Ойа вибiркового елемента — це середнiй
об’єм симплекса, побудованого по d випадкових точках вибiрки

d (x|x1, x2, ..., xn)

i точцi x.
4. Симплецiальна глибина [24]. Симплецiальна глибина елемента ви-

бiрки x — це кiлькiсть симплексiв, побудованих на основi випадкової ви-
бiрки точок, яка мiстить x.

5. Зоноїдна глибина [20]. Зоноїдна глибина вибiркового елемента —
це число d (x|x1, x2, ..., xn) = supα : y ∈ Dα(x1, ..., xn) де

Dα(x1, ..., xn) =

{
n∑
i=1

λixi :

n∑
i=1

λi = 1, 0 ≤ λi,∀i : αλi ≤
1

n

}
.
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6. Глибина Махаланобiса [44]. Глибина Махаланобiса є узагальнен-
ням вiдстанi Махаланобiса за формулою

MHDF (x) = (1 + d2(x,E(F )))−1,

де d2(x, y) = (x− y)TΣ−1
F (x − y), де E(F ) — математичне сподiвання роз-

подiлу F , а ΣF — коварiацiйна матриця.
7. Елiптична статистична глибина [26]. Елiптична статистична гли-

бина — це функцiя, яка вiдображає точки вибiрки на ранги, що зростають,
використовуючи довiрчi елiпсоїди Петунiна [31]. Цi елiпсоїди є концентри-
чними i покривають вибiрковi випадковi точки. Таким чином, ми маємо
послiдовнiсть елiпсоїдiв E1 ⊂ E2 ⊂ ... ⊂ En. Кожна точка вибiрки лежить
на поверхнi лише одного елiпсоїда, i ймовiрнiсть того, що випадкова точка
з F лежить в En дорiвнює n−1

n+1 . Таким чином, елiптична статистична гли-
бина є монотонною функцiєю, яка досягає максимуму в найглибшiй точцi
та зменшується вiд центру назовнi.

8. Областi, упорядкованi по глибинi [10] — це набiр точок, де ста-
тистична глибина бiльша або дорiвнює заданому значенню

Dα(F ) =
{
x ∈ Rd : DF (x) ≥ α

}
,

де DF (x) — статистична глибина точки x з розподiлу. Областi, упоряд-
кованi по глибинi, є афiнно-еквiварiантними, вкладеними, монотонними,
компактними та субадитивними. Очевидно, що елiпсоїди Петунiна є обла-
стями, упорядкованими по глибинi.

5. Приклад застосування альтернативних постулатiв
компактностi

Фрактальний аналiз став дуже поширеною технiкою в дослiдженнях
структури пухлинних клiтин [6, 13, 35, 41]. У той же час наявнiсть змiн,
пов’язаних зi злоякiсним новоутворенням, у нормальних клiтинах стала
загальновiдомим фактом [19, 40]. Морфологiчний аналiз нормальних клi-
тин у хворих на рак зазвичай виконується поблизу пухлини, враховуючи,
що раковi клiтини безпосередньо впливають на сусiднi тканини [22, 32]).
Однак нормальнi клiтини, розташованi далеко вiд пухлини, такi як клiти-
ни букального епiтелiю, також реагують на наявнiсть пухлини в органi-
змi [37,39]. Наше дослiдження [4], яке ми представляємо як iлюстрацiю ви-
користання альтернативних статистичних постулатiв для дiагностики ра-
ку, перевiрило гiпотезу гетерогенностi розподiлу фрактальної розмiрностi
хроматину в ядрах букального епiтелiю у жiнок з раком молочної залози,
жiнок з фiброаденоматозом та здорових жiнок.

Навчальна вибiрка пацiєнтiв складається з 130 жiнок: 68 випадкiв раку
молочної залози, 33 випадки фiброаденоматозу i 29 здорових жiнок. У ко-
жної жiнки брали зiшкрiб букального епiтелiю, який в середньому мiстив
близько 50 клiтин. Зiшкрiб обробляли згiдно з методом, описаним у [18], i
фарбували за Фьольгеном. Пiсля фотозйомки пiд мiкроскопом було бiльше
20 000 фотографiй клiтин, зроблених через зелений, жовтий i фiолетовий
фiльтри, а також без фiльтра в колiрнiй моделi RGB i в градацiях сiрого.
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Кожна фотографiя представляла собою матрицю розмiром 160x160 пiксе-
лiв.

Розглядалися двi групи пацiєнтiв: раковi (BC) та нераковi (Control). До
першої групи увiйшли жiнки з раком молочної залози, до другої — жiнки
з фiброаденоматозом i здоровi жiнки. Групи були достатньо збалансова-
ними з 68 раковими i 62 нераковими пацiєнтами. Дiагностика полягала в
обчисленнi фрактальної розмiрностi кожного ядра, формуваннi вибiрок,
що мiстять фрактальнi розмiрностi ядер iз зiшкрiбу, i проведеннi багато-
разової перехресної перевiрки за допомогою методу 1NN, навчання алго-
ритму на p˘1 пiдвибiрках i багаторазової оцiнки його точностi на довiльно
вибранi пiдвибiрки. Для оцiнки однорiдностi вибiрок використовувалась р-
статистика. Перехресну перевiрку було виконано для всiх 11 пар (фiльтр,
канал). Рiшення прийнято простим голосуванням. Фiльтри також оцiню-
вали простим голосуванням. Фрактальну розмiрнiсть було розраховано за
Мiнковським за допомогою модифiкованого алгоритму box-counting [21].

Голосування за методикою 1NN проводилося окремо мiж парами (фiльтр,
канал) та мiж фiльтрами. Крiм того, було проведено єдину перехресну пе-
ревiрку з рiзними розмiрами контрольної вибiрки (5%, 10%, 20% i за ви-
нятком одного). Переможцем голосування стала сiра шкала в жовтому та
фiолетовому фiльтрах (точнiсть = 99,28%, специфiчнiсть = 100%) у голо-
суваннi «один проти всiх». Для кожного пацiєнта була оцiнена мiра одно-
рiдностi з найближчим сусiдом iз групи раку та з групи нормального ста-
ну. Мiрою однорiдностi в цiй задачi є статистична глибина пацiєнта. Чим
вище цей показник, тим вище ступiнь вiрогiдностi дiагнозу. Статистична
глибина оцiнювала iндивiдуальний ризик пацiєнта, на вiдмiну вiд пока-
зника точностi, який застосовується до всiх пацiєнтiв в цiлому. Значення
показникiв однорiдностi показано на рис. 1 i 2. Як ми бачимо, внутрiшньо-
груповi розподiли показникiв однорiдностi ракових (BC–BC) i нормальних
(Control–Control) груп є компактними на вiдмiну вiд мiжгруповими розпо-
дiлами у парах BC–Control та Control–BC.

Рис 1. Однорiднiсть вибiрок всерединi групи BC та мiж групами BC та
Control
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Рис 2. Однорiднiсть вибiрок всерединi групи Control та мiж групами
Control та BC

З точки зору теорiї пояснюваного штучного iнтелекту цей алгоритм вiд-
повiдає всiм вимогам. По-перше, довiру фахiвцiв i пацiєнтiв забезпечує йо-
го висока точнiсть, чутливiсть i специфiчнiсть. По-друге, алгоритм викори-
стовує причинно-наслiдковi зв’язки мiж вхiдними даними та результатами.
Вiн не генерує випадково вибранi характеристики та виявляє не кореляцiю
мiж випадковими вибiрками, а природну закономiрнiсть, що проявляється
у пов’язаних iз пухлиною змiнах у фрактальному розмiрi фотографiй за-
барвленого за Фьольгеном хроматину ядер букального епiтелiю у пацiєнтiв
з раком молочної залози. По-третє, вiн дозволяє узагальнювати виснов-
ки на новi данi, оскiльки базується на бiологiчних закономiрностях, а не
на випадковiй подiбностi. По-четверте, це дозволяє отримати новi знання,
оскiльки за допомогою нього можна дiагностувати будь-який тип раку, а
не тiльки рак грудей.

Очевидно, всi цi властивостi забезпечуються тим, що ми вiдмовилися
вiд концепцiї чорного ящика i апрiорно забезпечили можливiсть пояснити
та iнтерпретувати метод за рахунок бiологiчно обґрунтованого вибору вхi-
дних даних, використання iнтуїтивного методу класифiкацiї, використання
методiв непараметричної статистики та обчисленнi статистичної глибини
кожного пацiєнта.

Для iлюстрацiї того факту, що запропонований пiдхiд не заперечує, а
лише розширює класичнi пiдходи, ми провели класифiкацiю вибiрок за
допомогою методiв глибинного навчання згорткових нейронних мереж. Дi-
агностика полягала в обчисленнi фрактальної розмiрностi кожного ядра,
формуваннi вибiрок, що мiстять фрактальнi розмiрностi ядер iз зiшкрiбу i
застосуваннi штучної нейронної мережi. Фрактальну розмiрнiсть було роз-
раховано за допомогою коефiцiєнта Хьорста i кривої Гiльберта [18]. Для
забезпечення сумiсностi вхiдних даних iз вимогами нейронних мереж на
вхiд подавалися не вибiрки фрактальної розмiрностi, а вектори квантилiв
цих вибiрок.

Внаслiдок проведених експериментiв була розроблена згорткова нейрон-
на мережа для класифiкацiї даних, яка включає ряд компонентiв: згортковi
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шари Conv1d, шари пулiнгу, повнiстю з’єднанi шари та шари нормалiзацiї
та регуляризацiї. У прямому проходi вхiднi данi пройшовши згортковий
шар, проходять через шари пулiнгу та повнiстю з’єднанi шари, забезпе-
чуючи комплексну обробку i адаптацiю до особливостей даних. Conv1d є
ключовим компонентом архiтектури мережi i призначений для виявлен-
ня локальних патернiв у вхiдних даних. Згортковий шар Conv1d дозволяє
моделi ефективно аналiзувати просторовi особливостi у вхiдних даних, ви-
користовуючи ядро згортки та враховуючи обсяг iнформацiї завдяки па-
раметру padding.

Для видiлення прихованих ознак в навчальних даних було проведено
декiлька експериментiв з початковими шарами нейронної мережi. Найкра-
щi результати вдалося отримати з одномiрним згортковим шаром на входi
моделi. За допомогою згортки було видiлено k прихованих послiдовностей
менших по довжинi за вхiдну, якi далi передавалися пiдмережi, що скла-
дається з декiлькох повнiстю зв’язаних шарiв.

Модель з одновимiрними згортковими шарами виявляється дуже ефе-
ктивною у класифiкацiї даних завдяки здатностi мережi Conv1d видiляти
локальнi особливостi. Повнiстю з’єднанi шари та шари нормалiзацiї дода-
ють гнучкостi та стабiльностi цiй моделi. За рахунок специфiчностi даних
та задачi, потребувалися додатковi пiдходи для забезпечення стабiльної
роботи моделi. Цiєї цiлi було досягнуто за рахунок сучасних пiдходiв в
оптимiзацiї нейромереж, зокрема batch normalization та dropout.

Для оцiнки результатiв моделi було проведено декiлька експериментiв.
Тренувальний датасет не був рiвномiрним – кiлькiсть елементiв в одному
з класiв переважала – тому за основнi метрики було обрано чутливiсть
(precision) та специфiчнiсть (recall). Щоб встановити базовий рiвень для
метрик, спочатку було використано випадкову модель. Далi було порiвняно
двi нейронi мережi, остання з яких мала згортковий шар, що пiдвищило
чутливiсть та специфiчнiсть (табл. 1.)

Табл. 1. Чутливiсть i специфiчнiсть рiзних моделей

Випадковий генератор FCN FCN + Conv1d
Чутливiсть 0,56 0,83 0,94

Специфiчнiсть 0,49 0,8 0,91

Як бачимо, результати, отриманi за допомогою штучної нейронної мере-
жi за чутливiстю та специфiчнiстю є спiвставними iз результатами, отрима-
ними за допомогою оцiнки статистичної однорiдностi вибiрок. Але з токи
зору можливостi пояснення штучна мережа програє, оскiльки, окрiм чу-
тливостi та специфiчностi, ми нiчого не можемо сказати про iндивiдуаль-
ний ризик конкретного пацiєнта та не маємо змоги iнтерпретувати роботу
алгоритму (чи оцiнює вiд компактнiсть множини вибiрок тощо). Таким чи-
ном, це типовий чорний ящик, який, тим не менше, має високу точнiсть.

Автори висловлюють щиру подяку доктору медичних наук Бородан Н.В.
та кандидату технiчних наук Голубєвiй К.М. за наданi вихiднi матерiали та
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Анастасiї Андрiйчук [4] i Дмитру Шерварли [18] за допомогу в обчисленнi
фрактальної розмiрностi.

6. Висновок
Оцiнка критерiїв пояснюваного штучного iнтелекту за iснуючими мето-

дами суб’єктивна. Ми пропонуємо об’ктивний пiдхiд i унiверсальний крите-
рiй пояснюваностi XAI: штучний iнтелект вважається пояснюваним, якщо
результати його застосування задовольняють двом статистичним посту-
латам: 1) об’єкти можуть бути представленi вибiрковими значеннями їх
параметрiв; 2) параметри об’єктiв, що належать до одного класу, мають
однаковi розподiли, а параметри об’єктiв, що належать до рiзних класiв,
мають рiзнi розподiли. Крiм того, XAI має передбачати оцiнку статистичної
глибини результатiв (iндивiдуальний ризик у контекстi охорони здоров’я).
Таким чином, запропонована модель машинного навчання, проiлюстрова-
на в роботi на прикладi дiагностики раку молочної залози, вiдповiдає всiм
вимогам iнтерпретованого штучного iнтелекту.
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